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RINGKASAN PROPOSAL

Judul: Benchmarking Model Vision-Language Komersial dalam Klasifikasi Kanker Payudara pada
Citra Mikroskopi Histopatologi. Permasalahan: Perkembangan model vision-language (VLM)
komersial dalam beberapa tahun terakhir memungkinkan analisis citra medis tanpa pelatihan khusus
pada domain tertentu. Model-model ini mampu menerima input gambar dan menghasilkan interpretasi
tekstual secara langsung (zero-shot). Namun, kemampuan intrinsik model tersebut dalam mengenali
kanker pada citra histopatologi, khususnya pada mikroskopi kanker payudara, belum banyak
dievaluasi secara sistematis. Sebelum model semacam ini dipertimbangkan sebagai alat bantu
diagnostik, diperlukan evaluasi kinerja yang objektif dibandingkan dengan standar referensi klinis,
yaitu ahli patologi. Tujuan: Penelitian ini bertujuan mengevaluasi dan membandingkan performa tiga
model vision-language (VLM) komersial yaitu Anthropy Claude Sonnet 4.5, GPT Vision 40, dan
Gemini ProVision dalam mengklasifikasikan gambaran histopatologi kanker payudara menggunakan
pendekatan zero-shot benchmarking, dan diagnosis ahli patolog sebagai gold standard. Metode:
Desain cross-sectional retrospektif dilakukan pada dua kohort yaitu dataset publik dan dataset internal
serta dua tingkat magnifikasi menggunakan pembesaran 100x dan 400x untuk menilai stabilitas
performa antar skala dan antar sumber data. Setiap gambar diklasifikasikan secara biner
(benign/malignant) dan multi-kelas oleh masing-masing VLM menggunakan prompt terstandarisasi.
Performa dinilai berdasarkan akurasi, sensitivitas, spesifisitas, presicion, F1-score, dan Cohen's kappa.
Kesesuaian dengan road map: penelitian ini sesuai dengan dengan road map penelitian ketua peneliti
dan Road Map Penelitian Fakultas. Mitra: pengambilan data juga diambil dari bagian Patologi
Anatomik RSUD Prof. Dr. Soekandar Mojosari, Mojokerto, Jawa Timur. Luaran yg direncanakan:
berupa poster terkait penelitian serta sertifikat HKI, artikel ilmiah yang terpublikasi pada jurnal
nasional terakreditasi.)

Kata Kunci :
Benchmarking, histopatologi, kanker payudara, kecerdasan artifisial, Vision-Language model



BAB 1. PENDAHULUAN

1.1. Latar Belakang

Kanker payudara masih menjadi keganasan dengan insidensi tertinggi pada perempuan secara
global. Menurut World Health Organization (Singh et al., 2023), kanker payudara merupakan kanker
paling sering didiagnosis pada perempuan di dunia dan menjadi penyebab kematian yang signifikan
setiap tahunnya. Diagnosis definitif kanker payudara tetap bergantung pada pemeriksaan histopatologi
melalui evaluasi morfologi jaringan, terutama dengan pewarnaan Hematoxylin-Eosin (H&E).

Interpretasi sediaan histopatologi bersifat subjektif dan dapat dipengaruhi oleh pengalaman serta
beban kerja patolog. Variabilitas antar-pemeriksa masih dilaporkan terjadi, khususnya pada lesi
borderline atau dalam penentuan grading tumor. Seiring berkembangnya digital pathology dan whole
slide imaging (WSI), volume data citra meningkat secara drastis, sehingga membuka peluang sekaligus
tantangan dalam pemanfaatan teknologi komputasi. Pemanfaatan Artificial Intelligence (Al),
khususnya deep learning berbasis convolutional neural networks (CNN), telah menunjukkan performa
yang menjanjikan dalam analisis citra histopatologi kanker payudara. Studi oleh Spanhol et al. (2016)
menunjukkan bahwa pendekatan deep learning mampu mengklasifikasikan citra histopatologi kanker
payudara (benign vs malignant) dengan akurasi yang tinggi menggunakan dataset BreakHis (Spanhol
etal., 2016).

Selain itu, Coudray et al. (2018) menunjukkan bahwa model deep learning tidak hanya mampu
mengidentifikasi tipe kanker dari slide histologi, tetapi juga dapat memprediksi karakteristik molekuler
tertentu langsung dari citra jaringan (Coudray et al., 2018). Pendekatan multiple instance learning
(MIL) juga banyak digunakan dalam analisis WSI karena mampu menangani citra berukuran sangat
besar dengan membagi slide menjadi patch kecil, lalu mengagregasikan informasi tersebut untuk
prediksi akhir. Campanella et al. (2019) melaporkan bahwa sistem deep learning berbasis MIL pada
whole slide image dapat mencapai performa setara ahli patologi dalam deteksi kanker pada berbagai
organ, termasuk payudara (Campanella et al., 2019).

Perkembangan terbaru mengarah pada model Vision-Language (VL), yang mengintegrasikan
representasi visual dan teks dalam satu kerangka multimodal. Model seperti CLIP (Contrastive
Language—Image Pretraining) diperkenalkan oleh Radford et al. (2021) dan menunjukkan bahwa
representasi bersama gambar dan teks dapat meningkatkan generalisasi model pada berbagai tugas
klasifikasi tanpa pelatihan spesifik domain (Radford et al., 2021). Nguyen et al (2024) memanfaatkan
retrieval teks dari VLM untuk analisis kuantitatif dan interpretabilitas. Performa klasifikasi dan
klastering sebanding dengan model visual konvensional, yang berarti menunjukkan adanya potensi
explainable zero-shot pathology (Nguyen et al., 2024).

Dalam konteks medis, pendekatan serupa mulai diterapkan untuk menghubungkan citra dengan
laporan klinis, seperti pada model multimodal radiologi yang menggabungkan gambar dan teks laporan
untuk meningkatkan pemahaman kontekstual (Zhang et al., 2020).

Dalam bidang histopatologi, pendekatan Vision-Language berpotensi menghubungkan fitur
morfologi jaringan dengan deskripsi laporan patologi, seperti grading, status reseptor hormon, atau
subtype molekuler. Pendekatan ini tidak hanya berpotensi meningkatkan akurasi klasifikasi, tetapi juga
dapat meningkatkan interpretabilitas model karena hasil prediksi dapat dikaitkan dengan konsep
tekstual yang lebih mudah dipahami oleh klinisi. Meskipun demikian, implementasi model Vision-
Language dalam histopatologi kanker payudara masih memerlukan validasi lebih lanjut, terutama
terkait generalisasi model, kebutuhan dataset pasangan gambar—teks yang terkurasi, serta aspek etika
dan regulasi dalam penggunaan Al pada praktik klinis.

Sebagian besar penelitian kecerdasan buatan dalam histopatologi berfokus pada model deep
learning yang dilatih khusus (task-specific CNN). Sebaliknya, evaluasi terhadap model komersial
tertutup yang tidak dilatih ulang pada dataset spesifik masih terbatas. Sebelum model semacam ini
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dipertimbangkan sebagai alat bantu diagnostik, diperlukan evaluasi kinerja yang objektif dibandingkan
dengan standar referensi klinis, yaitu ahli patologi.

Penelitian ini bertujuan mengevaluasi dan membandingkan performa tiga model vision-language
komersial dalam klasifikasi kanker payudara pada citra mikroskopi histopatologi menggunakan
pendekatan zero-shot benchmarking. Desain dilakukan pada dua kohort (dataset publik dan dataset
internal) serta dua tingkat magnifikasi untuk menilai stabilitas performa antar skala dan antar sumber
data.

1.2. Perumusan Masalah

Dari paparan diatas maka dapat dijabarkan rumusan masalah sebagai berikut:

1. Bagaimana perbandingan performa tiga model vision-language komersial yaitu Anthropy Claude
Sonnet 4.5, GPT-4 Vision, dan Gemini ProVision dalam mengklasifikasikan kanker payudara
pada citra mikroskopi histopatologi?

2. Bagaimana kesesuaian (Cohen’s kappa) model dengan gold standar ahli patologi?

Apakah performa masing-masing model konsisten pada dua tingkat magnifikasi (100x dan 400x)?

4. Apakah performa model stabil pada dua kohort data (Dataset publik dan dataset internal) yang
berbeda?

(98]

4.1. Tujuan Penelitian

Tujuan Umum

Mengevaluasi dan membandingkan kemampuan tiga model vision-language komersial yaitu Anthropy
Claude Sonnet 4.5, GPT-4 Vision, dan Gemini ProVision dalam klasifikasi kanker payudara
menggunakan pendekatan zero-shot.

Tujuan Khusus
1. Menghitung akurasi, sensitivitas, spesifisitas, precision, dan F1-score masing-masing model.
2. Mengukur kesesuaian (Cohen’s kappa) antara hasil model dan gold standard ahli patologi.
3. Membandingkan performa model pada magnifikasi 100x dan 400x.
4. Membandingkan performa model pada dataset publik dan dataset internal.

4.2. Batasan Penelitian
Batasan penelitian ini Adalah:
1.Slide tumor payudara ganas berupa Karsinoma invasive-NST, sedangkan lesi jinak berupa
Fibroadenoma mammae.
2.Gambar/Citra yang digunakan adalah foto mikroskopi dan bukan scanning/Whole Slide Imaging.
3. Tiga model vision-language komersial yang digunakan yaitu Anthropy Claude Sonnet 4.5, GPT-
4 Vision, dan Gemini Pro Vision.

4.3. Kaitan Penelitian dengan Road Map Penelitian Pribadi dan Road Map Penelitian Fakultas
Penelitian pribadi ini selaras/sejalan dengan roadmap penelitian fakultas yaitu bidang kedokteran
dengan menerapkan pemanfaatan ilmu biomedik, termasuk Teknik biomedik didalamnya termasuk
pemanfaatan kecerdasan artifisial, serta pengaplikasian ilmu epidemiologi klinik khususnya untuk
kasus onkologi, yang sejalan dengan road map penelitian pribadi.



BAB 2. TINJAUAN PUSTAKA

Epidemiologi Tumor Payudara

Kanker payudara masih menjadi keganasan dengan insidensi tertinggi pada perempuan secara
global. Laporan terbaru dari Global Cancer Observatory menunjukkan bahwa kanker payudara telah
melampaui kanker paru sebagai kanker paling sering didiagnosis di dunia yaitu mencapai 2,3 juta kasus
baru per tahun dan menjadi penyebab utama kematian akibat kanker pada perempuan (Sung et al.,
2021). Di Indonesia maupun secara global, beban penyakit ini tidak hanya diukur dari angka insidensi,
tetapi juga dari implikasi jangka panjang terhadap kualitas hidup dan kebutuhan terapi sistemik.
Insidensi kanker payudara terus meningkat secara global, terutama di negara dengan transisi ekonomi
dan gaya hidup modern (Arnold et al., 2022). Angka kelangsungan hidup berbeda antar negara, dengan
survival lebih tinggi di negara berpendapatan tinggi dibandingkan negara berkembang karena
perbedaan skrining dan terapi(Allemani et al., 2018).

Kanker payudara merupakan kanker terbanyak pada perempuan di Indonesia, dengan estimasi lebih
dari 65.000 kasus baru per tahun (Sung et al., 2021) Sebagian besar pasien di Indonesia datang dalam
stadium lanjut, yang berkontribusi terhadap tingginya angka mortalitas (Gautama, 2022; Pasaribu et
al., 2020). Faktor risiko yang meningkat di Indonesia meliputi perubahan gaya hidup, obesitas, dan
penurunan angka kelahiran, sejalan dengan tren global (Arnold et al., 2022).

Tumor payudara jinak jauh lebih sering terjadi dibandingkan kanker, terutama pada wanita usia
muda, dan kebanyakan benjolan payudara pada wanita usia dibawah 40 tahun merupakan lesi jinak
(Zeinomar et al., 2019). Fibroadenoma adalah tumor jinak paling umum, terutama pada perempuan
usia <35 tahun (Pavithra D et al., 2023). Lesi jinak tertentu seperti proliferative lesions dengan atypia
(atypical ductal hyperplasia dan atypical lobular hyperplasia) meningkatkan risiko kanker payudara di
masa depan secara signifikan sekitar 3—5 kali lipat (Hartmann et al., 2005).

Fibroadenoma merupakan diagnosis tersering pada benjolan payudara di klinik Indonesia, terutama
pada usia remaja dan dewasa muda yaitu pada usia kurang dari 40 tahun (Khomeini, 2024; Utamie et
al., 2023). Mayoritas lesi payudara yang diperiksa secara histopatologi di fasilitas pelayanan kesehatan
Indonesia adalah jinak, meskipun proporsi keganasan meningkat pada usia di atas 40 tahun (Hartmann
et al., 2005; Khomeini, 2024).

Kanker Payudara dan Peran Histopatologi

Terlepas dari kemajuan imaging dan biomarker molekuler, diagnosis definitif kanker payudara tetap
bertumpu pada evaluasi histopatologi jaringan yang diwarnai Hematoxylin—Eosin (H&E) (Allison et
al., 2020). Pada preparat mikroskopi inilah arsitektur jaringan, pola infiltrasi, pleomorfisme nukleus,
hingga aktivitas mitosis dinilai oleh patolog untuk menentukan ada atau tidaknya keganasan (WHO,
2019). Pemeriksaan ini bersifat interpretative yang berarti meskipun terdapat kriteria morfologis yang
jelas, proses pengambilan keputusan tetap melibatkan penilaian manusia yang dipengaruhi
pengalaman dan konteks klinis (Rakha EA et al., 2019).

Dalam praktik sehari-hari, klasifikasi biner antara lesi jinak dan ganas pada kasus yang jelas sering
kali memiliki tingkat kesepakatan tinggi antar patolog (Elmore et al., 2015). Namun demikian,
variabilitas antar-pemeriksa tetap dilaporkan dalam konteks lesi borderline atau proliferatif atipikal
(Elmore et al., 2015). Hal ini menunjukkan bahwa meskipun histopatologi merupakan gold standard
(WHO, 2019), reliabilitas tetap menjadi isu metodologis yang relevan dalam penelitian berbasis citra.

Diagnosis histopatologi merupakan hasil dari rangkaian proses panjang mulai dari biopsi atau
potongan jaringan hasil reseksi, selanjutnya dilakukan fiksasi dalam cairan fiksatif, prosesing jaringan
hingga pemotongan, hingga pewarnaan serta pembacaan dan interpretasi oleh patolog. Proses Panjang
ini tentunya juga tidak luput dari terjadinya resiko kerusakan jaringan atau autolisis, sehingga muncul
artefak. Adanya aberasi kromatik dan distorsi spasial pun jga mengakibatkan munculnya artefak teknis
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mikroskopi, Sedangkan pada tahap pencitraan atau pembuatan foto/citra digital pun dapat muncul
artefak digital akibat kesalahan segmentasi, karena preparate histopatologi Adalah representasi dua
dimensi dari jaringan yang berstruktur tiga dimensi, maka informasi yang diperoleh pun hanya
sebagian dari kompleksitas biologis yang sesungguhnya (Galton et al., 2017).

(d) (e) ()

Gambar 2.1 Contoh kesalahan dari berbagai tahapan alur kerja imaging. Kesalahan Level 0: (a)
Tampak "pulau" pada epitel yang muncul akibat arah pemotongan yang tidak ortogonal. (b) Jaringan
yang terlipat. Kesalahan Level 1: (c) Kiri: latar belakang tidak putih dan pencahayaan tidak merata;
tengah: hanya latar belakang; kanan: gambar dikoreksi menggunakan (sampel/bidang terang)x255
untuk setiap warna. (d) Kiri: aberasi kromatik; kanan: gambar dikoreksi menggunakan transformasi
kesamaan. (e) Gambar yang dihasilkan oleh paparan 1 menit pada bidang yang tidak diterangi,
menunjukkan piksel "panas". Kesalahan Level 2: (f) Kiri, gambar awal yang diambil; tengah: gambar
yang kurang tersegmentasi, menggunakan metode histogram '"kesalahan minimum"; kanan:
segmentasi yang lebih baik menggunakan metode gradien regional (Landini et al., 2017).

Digital Pathology dan Keterbatasannya

Patologi digital (DP) semakin populer di bidang kedokteran, namun menghadapi berbagai
keterbatasan yang cukup signifikan. Sebuah studi oleh Snead dkk. (2016) menunjukkan bahwa
meskipun ada kemajuan, kualitas gambar digital pada perbesaran tinggi masih kalah bila dibandingkan
dengan yang dicapai oleh mikroskop cahaya tradisional, terutama dalam mendeteksi kondisi tertentu
seperti Helicobacter pylori, karsinoma sel kecil, dan peradangan granulositik. Dalam beberapa kasus,
mencapai akurasi optimal membutuhkan pemindaian resolusi sangat tinggi pada perbesaran x60 lensa
obyektif (Snead et al., 2016). Selain itu, tantangan yang terkait dengan implementasi patologi digital
digarisbawahi oleh penelitian dari Jahn dkk. (2020) dan Lujan dkk. (2022), yang mencatat masalah
seperti kebutuhan penyimpanan yang besar, yang dapat mencapai tingkat terabyte, serta kebutuhan
untuk memindai ulang sekitar 3% kasus karena kesulitan teknis seperti silau, masalah fokus, dan
kesalahan pemindaian. Masalah teknis ini, dikombinasikan dengan biaya tinggi dan hambatan
manajerial, menghadirkan rintangan signifikan bagi adopsi patologi digital secara luas (Jahn et al.,
2020; Lujan et al., 2022).

Dalam ranah Al dan segmentasi digital, prosesnya seringkali penuh dengan tantangan, terutama
selama tahap kritis ekstraksi fitur. Kesalahan pada tahap ini dapat mengakibatkan segmentasi
berlebihan atau kurang, yang pada gilirannya dapat menyebabkan kesalahan klasifikasi data. Masalah
ini cukup mengkhawatirkan karena sistem yang dimaksud dapat menghasilkan model histologis yang,
meskipun "secara teoritis masuk akal" namun gagal mencerminkan kompleksitas realitas biologis
secara akurat. Galton dkk. (2017) juga menekankan pentingnya untuk tidak bergantung pada perangkat
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lunak tersebut dengan "kepercayaan buta" dan menyoroti perlunya pengawasan dan evaluasi yang
berkelanjutan oleh para ahli patologi untuk memastikan bahwa interpretasi dan keputusan yang
dilakukan dilapangan cukup akurat (Galton et al., 2017).

Pengembangan Alat bantu Diagnosis Histopatologis berbasis Al

Selama 10 hingga 15 tahun terakhir, pengembangan alat diagnostik histopatologi berbasis Al,
khususnya yang memanfaatkan pembelajaran mendalam (deep learning), telah berkembang pesat,
bertepatan dengan pengembangan digitalisasi gambar slide utuh atau whole slide imaging (WSI).
Meskipun inovasi ini tidak dirancang untuk menggantikan ahli patologi, tujuannya adalah untuk
meningkatkan akurasi dan konsistensi diagnostik, mengurangi beban kerja, dan memberikan
kuantifikasi temuan secara objektif. Selain itu, inovasi ini berupaya mengintegrasikan data morfologi
dan molekuler, menawarkan pendekatan yang lebih komprehensif untuk membantu proses diagnosis.
Terlepas dari kinerja Al yang menjanjikan dan tinggi dalam berbagai tugas spesifik, namun perjalanan
menuju adopsi klinis masih menghadapi tantangan signifikan, termasuk masalah validasi, regulasi, dan
kebutuhan generalisasi di berbagai pengaturan klinis.

Kemajuan terbaru dalam kecerdasan buatan (Al) telah secara signifikan mengubah patologi tumor,
seperti yang disoroti oleh Ahmed et al. (2022). Aplikasi Al kini mencakup hampir setiap aspek
diagnostik tumor, termasuk deteksi kondisi seperti metastasis kanker payudara, klasifikasi tumor
sebagai jinak atau ganas, dan penentuan tingkat dan stadium kanker. Lebih lanjut, Al telah terbukti
mampu mengidentifikasi biomarker dan atribut patologis, memprediksi prognosis dan hasil pasien, dan
bahkan menyimpulkan mutasi genetik dari gambar histologi. Yang perlu diperhatikan, studi yang
menggunakan Jaringan Saraf Konvolusional (CNN) telah melaporkan akurasi yang luar biasa, dengan
beberapa model diagnostik mencapai sensitivitas keseluruhan melebihi 95% (Ahmed et al., 2022).

Input Data analyzing and classification Output

v

Benign
Adenocarcinoma
High-grade

Malignant
Adenocarcinoma
low-grade

output layer

3
2
{IY
2
o

Input layer
Hidden layer Time
Whole-Slide Image Patches Artificial Neural Network Output based on
Images processing

Gambar 2.2 Gambaran umum proses pembelajaran mendalam (deep learning) dalam patologi.
Pertama, Whole Slide Images (WSI) diambil dari slide spesimen asli. Selanjutnya proses analisis
dengan Artificial Neural Network (ANN), dan terakhir diperoleh luaran berupa diagnosis atau
prognosis yang didasarkan dari klasifikasi dan fitur yang dipilih.

Potensi Al dalam membantu proses diagnosis jauh melampaui pembacaan morfologi histopatologi
tradisional. Mereka menggarisbawahi pentingnya mengintegrasikan berbagai teknologi diagnostik
yang kompleks seperti genomik, proteomik, imunostaining multipleks, dan data klinis, untuk
memperoleh pemahaman yang lebih mendalam tentang profil tumor. Pendekatan komprehensif ini
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bertujuan untuk memfasilitasi terapi personalisasi, menggeser Al dari peran sebelumnya sebagai
"pengklasifikasi gambar" yang sederhana menjadi alat prediksi multimodal yang canggih. Kemajuan
tersebut menunjukkan terjadinya pergeseran transformatif dalam pemanfaatan Al kearah terapi
personalisasi pada kasus onkologi atau precision oncology (Bera et al., 2019).
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(1988) Convolutional technique invented to enable
neural network high resolution imaging
invented by Yann LeCun | | without tissue consumption

(1965) Computerized
image analysis of (2018) FDA permits
(1956) Artificial || microscopy images of (2014) Generative first medical device
intelligence (Al) || cells and chromosomes adversarial network using Al to detect
term coined by by Judith Prewitt and introduced by lan diabetic retinopathy
John McCarthy Mortimer Mendelsohn Goodfellow in adults (IDx-DR)
[

1960 1970 1980 1990 2000 2010

(1959) Machine learning (1986) Deep (1990) Whole- (2017) Philips receives
term coined by Arthur learning term | | slide scanners approval for a digital
Samuel as “the ability to coined by introduced pathology whole-slide
learn without being Rina Dechter scanning solution
explicitly programmed” (2013) Photoacoustic || (IntelliSite)

microscopy imaging
technique developed

Gambar 2.3. Perjalanan Sejarah Patologi Komputasi

Kemajuan teknologi telah membuat digitalisasi gambar slide utuh (WSI) membantu efisiensi dan
menyederhanakan alur kerja di laboratorium patologi di seluruh dunia, dalam dua dekade terakhir.
Kondisi ini mendorong dibentuknya perpustakaan slide digital yang cukup ekstensif, terutama 7he
Cancer Genome Atlas (Tomczak et al., 2015), yang memberi akses kepada para peneliti terhadap
kumpulan data gambar patologi yang telah dikurasi dan dikaitkan dengan informasi klinis dan
genomik, sehingga mendorong peningkatan yang sangat berarti pada studi tentang kecerdasan artifisial
(AI) dalam patologi dan onkologi digital (Gutman et al., 2013).

Namun demikian, penerapan teknologi ini masih riskan terutama karena masalah generalisasi
sehingga menjadi salah satu isu paling mendesak dalam ranah model pembelajaran mendalam (DL),
dihadapi berbagai model ini, seperti kinerja yang seringkali tidak konsisten di berbagai rumah sakit,
adanya penurunan akurasi pada kelompok pasien tertentu, serta kinerja model yang fluktuatif dari
waktu ke waktu. Bahlan banyak model tidak memiliki kemampuan untuk memberikan skor
kepercayaan, sehingga para klinisi tidak mengetahui keandalan prediksi yang dihasilkan. Untuk
mengatasi tantangan ini, para peneliti secara aktif mengembangkan solusi seperti deteksi sampel di
luar distribusi atau out-of-distribution (OOD), teknik estimasi ketidakpastian, dan metode validasi
pada berbagai layanan kesehatan. Selain itu, unsupervised frameworks masih terus dieksplorasi untuk
memprediksi kapan terjadinya penurunan kinerja sebelum model-model ini diimplementasikan dalam
praktik klinis. Pergeseran fokus ini menunjukkan bahwa pertanyaan kritisnya bukan lagi apakah Al
dapat mencapai akurasi, tetapi apakah Al dapat mempertahankan akurasi tersebut dalam kompleksitas

v —
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Cheng dkk. (2021) mengidentifikasi bahwa kebutuhan akan infrastruktur digital yang kuat sangat
penting untuk memperkuat implementasi digitalisasi patologi, termasuk kemampuan patologi digital
penuh, solusi penyimpanan data yang memadai, serta integrasi sistem laboratorium IT yang memadai.
Selain itu, tata ruang regulasi juga menghadirkan tantangan yang dapat menghambat laju inovasi.
Lebih lanjut, mendapatkan ground truth yang akurat dari patolog untuk membangun algoritma Al
sangat penting, sehingga pendekatan baru seperti anotasi crowdsourcing, memanfaatkan luaran klinis
sebagai tolok ukur, dan menggunakan teknik pembelajaran semi-supervised dan unsupervised.
Terakhir, menumbuhkan kepercayaan dan penerimaan dalam tataran klinis sangat penting, termasuk
pentingnya explainable Al yang dapat membantu memberikan pejelasan bagaimana Al mendapatkan
kesimpulan klinis ataupun memberikan rekomendasi tertentu bagi klinisi, keterlibatan aktif ahli
patologi dalam proses pengembangan, serta keterbukaan dalam pembiayaan (Cheng et al., 2021).

Vision-Language Models (VLMs) dalam Patologi

Di bidang patologi, Vision-Language Models (VLM) telah muncul sebagai alat multimodal yang
mengintegrasikan gambar histologi, seperti WSI, dengan berbagai bentuk teks patologi, termasuk
laporan ekspertise, keterangan morfologi, dan instruksi klinis. Tidak seperti model berbasis visual
tradisional yang hanya mengandalkan analisis gambar, VLM ini dirancang untuk mempelajari
representasi morfologi visual bersamaan dengan terminologi diagnostik, membangun hubungan yang
bermakna antara deskripsi tekstual dan fitur histologis. Pendekatan yang inovatif ini menyerupai cara
kerja ahli patologi dalam melakukan tugas di setting klinik, mulai dari mengamati slide dan secara
bersamaan menghubungkannya dengan konsep bahasa medis yang relevan. Periode tahun 2023 hingga
2025 dimulainya pergeseran signifikan di bidang ini, yang ditandai dengan transisi dari model spesifik
tugas ke model multimodal fundamental, membuka jalan bagi kemajuan dalam akurasi dan efisiensi
diagnostik.

Model histopatologi tradisional terutama bergantung pada data gambar, yang seringkali
menimbulkan tantangan seperti keterbatasan label medis, yang biasa disebut sebagai kelangkaan label.
Namun, laporan patologi kaya akan informasi diagnostik, dan proses penalaran ahli patologi pada
dasarnya bersifat multimodal. Menyadari keterbatasan ini, Lu dkk. (2023) memperkenalkan CONCH
(Contrastive Learning from Captions for Histopathology), sebuah model bahasa visual inovatif yang
dibangun dari lebih dari 1,17 juta pasangan gambar-keterangan. Model inovatif ini tidak terbatas pada
satu tugas; melainkan, ia bersifat agnostik terhadap tugas, menunjukkan fleksibilitas untuk diterapkan
di berbagai aplikasi, termasuk klasifikasi, segmentasi, pengambilan, dan pemberian keterangan, yang
seringkali hanya membutuhkan sedikit atau tanpa penyesuaian. Pengembangan CONCH menyoroti
potensi besar penggunaan keterangan morfologis sebagai sinyal pemantauan yang kuat untuk pelatihan
awal, yang pada akhirnya menjembatani kesenjangan antara data gambar dan narasi diagnostik yang
kaya dalam patologi (Lu, Chen, Williamson, Chen, Liang, et al., 2024).

Salah satu contoh model Al multimodal yang menonjol adalah TITAN, yang diperkenalkan oleh
Ding dkk. pada tahun 2024. Model dasar multimodal ini telah dilatih sebelumnya pada kumpulan data
besar yang terdiri dari 335.645 gambar WSI utuh dan menggunakan pembelajaran mandiri berbasis
visi untuk meningkatkan performanya. Pelatthan TITAN juga menyelaraskan dengan laporan
ekspertise patolog yaitu berupa 423.122 keterangan sintetis, sehingga menghasilkan kinerja yang baik
tanpa perlu fine-tuning dalam tugas-tugas tertentu. Performanya cukup superior pada beberapa bidang
seperti klasifikasi few-shot dan zero-shot, pengenalan kanker yang langka, pengambilan data lintas
modal, dan bahkan pembuatan laporan patologi (Ding et al., 2025). Kunci keberhasilan TITAN terletak
pada pendekatan pra-pelatihan dua tahap yaitu transisi dari keterangan morfologi histopatologi
menjadi laporan klinis, dan kemampuannya dalam generalisasi di berbagai skenario klinis, yang
menjadikannya berbeda dan superior dibandingkan model-model sebelumnya di bidang ini.



PathChat adalah asisten AI multimodal inovatif yang dirancang khusus untuk patologi. Ia telah
dilatih sebelumnya menggunakan kumpulan data yang mengesankan berisi 100 juta gambar histologi
dan mencakup 1,18 juta pasangan gambar-keterangan, yang selanjutnya disempurnakan dengan lebih
dari 250.000 instruksi bahasa visual. Evaluasi kinerjanya menunjukkan akurasi diagnostik sebesar 87%
pada pertanyaan pilihan ganda berbasis kasus publik, dan para ahli patologi menilai respons terbuka
yang diberikannya lebih baik dibandingkan dengan model tujuan umum. Seperti yang disoroti dalam
sebuah studi oleh Lu dkk. pada tahun 2023, PathChat mencontohkan evolusi dari model klasifikasi
tradisional ke asisten Al interaktif yang melibatkan keahlian manusia, menandai kemajuan signifikan
di bidang ini (Lu, Chen, Williamson, Chen, Zhao, et al., 2024).

Instruction dataset (n = 456,916)

Q: Based on the image
from the uterus. What
is the most likely
diagnosis?

& Uterne Lelomyoma

A Uterine carcinosarcoma

WSI Q: What is the key
regions histopathological feature F
observed in the image of

breast tissue?

: Could you describe the key
morphological features observed in
Sertoli-Leydig cell tumours (SLCT)...?
A: Sertol-Leydig cell tumours exhibit

Q: How would you differentiate a SLCT
A

A: In the image, the most with...?

image ,notlable ht's'topathdogbcal @ Uterine clear cell carcinoma : Immunohistochamistry plays a crucial role
caalione aature 15 the presence of ... A: A Uterine carcinosarcoma : in dstinguishing...
i Free response Multiple choice Text only
- c Q: What is the primary | Q: Whatis shown in Q: Based on the information IR
=== ase architectural pattem...? ‘ this image? provided, what is the most
e reports A: The primary architectural | A: Upon examining likedy diagnosis for this r
pattems are. 3 tha image. .. several liver biopsy? A ‘
Q: What type of epithekial cells are kay findings are
=y = p observed in this tumour? observed...the . £ A: Sorry, as an Al assistant specialized n
=== Educational A The epithelial cels observed in this mast likely pathology, | cannot assist you wih non-
o 9J o notes S tumour are descrived as... | diagnosis is a... pathology related nquines.
Conversation Description Guardrails
b Vision-only seif-supervised pretraming Visual-language pretraining PathChat MLLM

456,916 instructions

(999,202 turns) Large
> Vision
1 18 million > + a6
image-caption pairs encoder ‘

Gambar 2.4 a. Dataset sebanyak 456.916 instruksi dan respons yang sesuai yang mencakup berbagai
format (misalnya, percakapan multi-turn, pertanyaan pilihan ganda, dan jawaban singkat) dari berbagai
sumber. b. Pengembangan asisten VLM Al berbasis MLLM yang dapat berpikir terhadap input visual
dan bahasa. (Lu, Chen, Williamson, Chen, Zhao, et al., 2024)

*{ Approximately 100 million patches
~ from approximately 100,000
slides

Model vision-language pada citra histopatologi merepresentasikan generasi baru Al patologi yang
menggabungkan morfologi visual dan bahasa medis. Model seperti CONCH, TITAN, dan PathChat
menunjukkan kemampuan transfer learning, zero-shot classification, dan generasi laporan. Namun,
tantangan generalisasi, validasi klinis, dan regulasi tetap menjadi hambatan utama sebelum
implementasi rutin di praktik klinis. VLM komersial pun telah hadir untuk membantu patolog, namun
masih tahap awal adopsi klinis. Model general seperti GPT-4V telah menunjukkan kemampuan zero-
shot yang kompetitif, sementara model domain-spesifik seperti PathChat, CONCH, dan TITAN
menunjukkan arah masa depan foundation model patologi multimodal. Saat ini, penggunaan paling
realistis adalah sebagai alat bantu diagnostik maupun pendidikan, dan bukan pengganti patolog.

Dalam sebuah studi terbaru yang diterbitkan di Nature Communications, Ferber dkk. (2024)
menyelidiki kinerja GPT-4V pada tugas-tugas histopatologi melalui pendekatan pembelajaran
kontekstual yang inovatif. Hebatnya, model tersebut tidak memerlukan penyesuaian halus dan hanya
bergantung pada contoh yang diberikan dalam perintah. Temuan tersebut mengungkapkan bahwa
GPT-4V dapat menyamai atau bahkan mengungguli model khusus pada beberapa tugas penting,
termasuk subtipe kanker kolorektal, subtipe polip usus besar, dan deteksi tumor payudara di kelenjar
getah bening. Hasil ini menyoroti potensi VLM yang digeneralisasi untuk berkinerja efektif pada
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tugas-tugas histopatologi secara langsung, terutama dalam konteks di mana data terbatas (Ferber et al.,

2024).
Tabel 2.1 Perbandingan Berbagai Al Asistant Patolog berbasis VLM

Model Tipe Status Komersial Kelebihan Keterbatasan
GPT-4V  Generalist VLM Sudah komersial Zgro—shot, mudah ok spesifik patologi
digunakan
PathChat Domain-specific VLM Pra-komersial Assistant interaktif Belum luas validasi klinis
CONCH Foundation VLM R|s.et > potensi Tran§ferable, Butuh integrasi klinis
spin-off multimodal

Slide-level . Strong zero-shot & Kompleks dan butuh

TITAN foundation VLM Riset retrieval data besar

Berbagai sistem asisten patologi virtual dan manajemen laboratorium (VLM) komersial saat ini
sangat efektif sebagai opini kedua informal dan sumber daya berharga untuk pendidikan dan
pelatihan. Sistem ini dapat memfasilitasi penyusunan laporan pendahuluan dan membantu
pengumpulan data lintas kasus, menjadikannya alat yang berharga bagi ahli patologi yang mencari
efisiensi. Namun, sistem ini belum ideal dan tidak direkomendasikan untuk membuat diagnosis
definitif tanpa pengawasan, apalagi dalam kasus yang langka dan kompleks. Lebih lanjut, penggunaan
regulasi penuhnya masih memerlukan validasi lokal, yang menggarisbawahi pentingnya keahlian
manusia dalam patologi.
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BAB 3. METODOLOGI PENELITIAN

3.1. Waktu dan Tempat Penelitian
Penelitian dilakukan pada periode November 2025 sampai Juli 2026. Penelitian ini direncanakan
berlangsung selama +9 bulan, dengan rincian sebagai berikut:
e Bulan 1-2 (November-Desember 2025): Studi literatur dan penyusunan proposal
e Bulan 3 (Januari 2026): Kurasi dataset dan koleksi sampel di RS
e Bulan 4-5 (Februari-Maret 2026): Pembuatan foto mikroskopi, seleksi dan standardisasi citra
 Bulan 6-7 (April-Mei 2026): Proses inferensi menggunakan model Al
e Bulan 8 (Juni 2026): Analisis statistik
e Bulan 9 (Juli 2026): Penyusunan luaran: poster, HKI, manuskrip dan submit publikasi
Tempat penelitian meliputi:
1. Laboratorium Patologi Anatomi RSUD Prof. Dr. Soekandar Mojosari, Mojokerto, Jawa Timur
untuk pengumpulan slide histopatologi.
2.Laboratorium Biomedik 2 Fakultas Kedokteran Universitas Trisakti untuk kurasi dan validasi
citra internal.
3. Analisis komputasi dilakukan menggunakan komputer pribadi dengan akses API model vision-
language komersial. Dataset publik BreakHis diakses melalui repositori resmi.

3.2. Metode Penelitian
3.2.1. Desain penelitian
Penelitian ini adalah studi observasional analitik dengan pendekatan benchmarking performa
model vision-language komersial dalam klasifikasi kanker payudara pada citra mikroskopi
histopatologi. Pendekatan yang digunakan adalah zero-shot evaluation, di mana model tidak
dilatih ulang pada dataset penelitian. Unit analisis utama adalah pasien atau patient-level analysis.

3.2.2. Ukuran Sampel

Perhitungan ukuran sampel untuk studi akurasi diagnostik dilakukan berdasarkan rumus yang
dikemukakan oleh Buderer (1996) yang mempertimbangkan estimasi sensitivitas dan spesifisitas
dengan interval kepercayaan tertentu. Rumus yang digunakan adalah (Fenn Buderer, 1996):

Z% x Se(1 — Se)

N =

2
Untuk Sensitifitas: @ x Prev
N Z* x Sp(1 — Sp)
— 2 _
Untuk Spesifisitas: @2 x (1 - Prev)

Karena penelitian ini Adalah benchmarking model Al, maka kita dapat menggunakan asumsi
moderat:

o Sensitivitas diharapkan = 0,85

e Spesifisitas diharapkan = 0,85

e Margin error = 0,07 (dipilih karena penelitian ini sebagai studi awal atau benchmarking)

e CI9%% —Z=196

o Prevalensi diperkirakan = 0,5 (untuk mendapatkan dataset seimbang)

Dengan asumsi sensitivitas dan spesifisitas yang diharapkan sebesar 85%, tingkat kepercayaan
95% (Z = 1,96), margin of error 7%, dan prevalensi penyakit 50%, diperoleh estimasi kebutuhan
minimal sekitar 200 pasien secara keseluruhan.
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Penelitian ini menggunakan pendekatan consecutive case inclusion within a predefined study
period, yaitu seluruh kasus yang memenuhi kriteria inklusi dalam periode penelitian akan
dimasukkan secara berturut-turut tanpa dilakukan pemilihan selektif tambahan.
Pendekatan ini dipilih karena:
1. Dataset publik BreakHis memiliki jumlah pasien tetap (82 pasien), sehingga seluruh pasien
yang tersedia akan diikutsertakan.
2. Kohort internal bergantung pada ketersediaan arsip dokumentasi mikroskopi yang
memenubhi kriteria inklusi.
3. Studi ini bersifat observasional evaluatif (benchmarking), bukan uji intervensi atau uji
superioritas yang memerlukan perhitungan ukuran sampel berbasis hipotesis primer.
Jadi ukuran sampel internal tidak ditentukan melalui rumus perhitungan, melainkan berdasarkan
seluruh kasus yang tersedia dan memenuhi kriteria dalam periode penelitian.
Meskipun demikian, untuk menjaga ketelitian estimasi, seluruh parameter performa diagnostik
(sensitivitas, spesifisitas, dan akurasi) akan dilaporkan bersama interval kepercayaan 95%. Lebar
interval akan menggambarkan ketepatan estimasi (precision), yang merupakan indikator praktis
ukuran sampel terlepas dari rumus statistik sebelumnya. Pendekatan ini memungkinkan penilaian
presisi estimasi secara transparan tanpa membatasi inklusi kasus yang tersedia.
Strategi ini dipilih untuk:
e Menghindari bias seleksi akibat eksklusi kasus yang memenubhi kriteria.
e Memaksimalkan pemanfaatan data klinis yang tersedia.
e Memastikan bahwa evaluasi performa model dilakukan pada spektrum kasus yang
representatif terhadap praktik klinis sehari-hari.
Kriteria inklusi pasien: dataset image diambil dari slide pasien dengan diagnosis PA yang sudah
tegak baik tumor ganas (maligna) atauipun tumor jinak (benign) payudara oleh dokter spesialis
patologi anatomik
Kriteria eksklusi: data slide histopatologi hilang, rusak atau terlalu banyak artefak

3.2.3. Sumber Data
Penelitian menggunakan dua kohort:
a.Kohort Publik:
e Diambil dari data publik BreakHis, berasal dari 82 pasien (24 benign, dan 58 malignant)
e Dipilih 1 gambar perbesaran 100x dan 1 gambar 400x per pasien
e Label benign dikategorikan sebagai non-kanker
e Label malignant dikategorikan sebagai kanker
b. Kohort Internal
e RSUD Prof. Dr. Soekandar Mojosari diperoleh sebanyak X pasien (a benign, dan b
malignant) sesuai ketersediaan slide.
e Dibuat dokumentasi mikroskopi dari slide H&E
e Dipilih 1 gambar perbesaran 100x dan 1 gambar 400x per pasien
e Seleksi gambar menggunakan protokol terstandar untuk meminimalkan bias seleksi

3.2.4. Prosedur Pembuatan dan standarisasi foto/citra histopatologi untuk Kohort Internal
1. Sumber Preparat/slide.
Citra pada kohort internal berasal dari preparat jaringan payudara yang telah diproses secara
rutin di Laboratorium Patologi Anatomi menggunakan pewarnaan Hematoxylin-Eosin
(H&E).
2. Prosedur Pembuatan foto/citra.
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Citra mikroskopi diambil menggunakan mikroskop cahaya dengan kamera digital
terintegrasi. Prosedur pengambilan foto dilakukan dengan ketentuan sebagai berikut:

a.
b.

C.

d.

c.

f.

Seluruh preparat mikroskopik diperiksa menggunakan mikroskop Olympus CX 20
Foto mikroskopik diambil dengan extended kamera indomicro 02 yang
dihubungkan dengan mikroskop.

Pengambilan gambar dilakukan pada area lesi yang telah ditentukan dengan
supervisi patolog.

Untuk setiap pasien diambil 1 citra pada perbesaran lensa 100%, dan 1 citra pada
400x.

Pengaturan pencahayaan dan white balance dibuat konsisten untuk semua slide.
Foto disimpan di google drive dalam format JPG/PNG supaya kualitas foto tetap
terjaga.

3. Spesifikasi dan fitur penting kamera mikroskop untuk algoritme CNN, deep learning adalah
sebagai berikut (Garcia-Rojo, 2016; Neary-Zajiczek et al., 2023; Shmatko et al., 2022):

a.

b.

Resolusi > 2 MP (Full HD), atau minimal 2 MP (1920x1080) untuk memastikan
detail morfologi jaringan tertangkap dengan baik.

Sensor CMOS BSI atau Sony IMX dengan sensitivitas tinggi dan noise rendah
untuk kualitas gambar optimal.

Format gambar: PNG/TIFF (lossless) untuk menjaga integritas data selama analisis
AL

Dukungan kontrol brightness, exposure, white balance untuk menghasilkan
reproduksi warna yang akurat dan kontras yang baik sangat penting untuk
membedakan fitur histologis yang relevan.

4. Protokol Pemilihan Area. Untuk meminimalkan bias seleksi maka:

a.

b.

Area seleksi diidentifikasi terlebih dulu oleh patolog.
Dari area tersebut, pemilihan bidang pandang dilakukan secara sistematis (bukan
memilih area yang dianggap “paling representatif”’), dengan protokol sebagai
berikut:
e Patolog mengidentifikasi area lesi secara umum (malignant/benign).
e Pada magnifikasi 100x:

o Slide diposisikan di tepi kiri atas area lesi.

o Mikroskop digeser dari kiri ke kanan secara horizontal.

o Bidang pandang pertama yang memenuhi kriteria kualitas teknis (fokus

baik, tidak ada artefak berat) dipilih.

e Pada perbesaran 400x%:

o Kembali ke lokasi yang sama.

o Ulangi prosedur scanning sistematis.

o Pilih bidang pandang pertama yang memenubhi kriteria teknis.
Untuk slide preparat dari core biopsy, maka bidang pandang dipilih dari area tengah
lesi pada core, menghindari tepi jaringan dan artefak.

3.2.5. Prosedur Seleksi Gambar pada Kohort Internal

Untuk setiap pasien:

1. Ditentukan diagnosis akhir berdasarkan laporan ahli patologi (gold standard yaitu setelah
pembacaan oleh kedua patolog/setelah konsensus).

2. Dipilih 1 gambar pada magnifikasi 100x dan 1 gambar pada magnifikasi 400x.
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3. Seleksi dilakukan menggunakan protokol sistematis (bukan berdasarkan subjektivitas “paling
representatif’).
4. Resolusi dan format gambar distandarisasi sebelum inferensi.

3.2.6. Model yang Dievaluasi
Model vision-language komersial yang dievaluasi:
e GPT-4 Vision
e Gemini Pro Vision
e Claude Sonnet 4.5
Semua model:
o Digunakan melalui API resmi
e Parameter temperature = 0
o Prompt identik/sama
o Tidak dilakukan fine-tuning

3.2.7. Penetapan Gold Standard
Untuk kohort internal, penetapan diagnosis referensi dilakukan melalui pembacaan independen
oleh dua dokter spesialis Patologi Anatomi yang berpengalaman.
Prosedur dilakukan sebagai berikut:
1.Setiap kasus dinilai secara independen oleh dua patolog (Patolog A dan Patolog B).
2.Penilaian dilakukan secara blinded, tanpa mengetahui hasil pembacaan patolog lainnya maupun
hasil klasifikasi model Al.

3 Klasifikasi ditetapkan dalam dua kategori:

o Kanker payudara (malignant)

o Non-kanker (benign)
Hasil pembacaan awal dari kedua patolog dibandingkan untuk mengidentifikasi tingkat
kesepakatan.
Pada kasus dengan perbedaan pendapat (discordant cases), dilakukan diskusi bersama untuk
mencapai diagnosis konsensus. Diagnosis hasil konsensus ditetapkan sebagai gold standard final
yang digunakan dalam analisis performa model AI. Seluruh kasus tetap dimasukkan dalam
analisis, termasuk kasus yang awalnya tidak disepakati, guna menghindari bias seleksi dan
mempertahankan representativitas klinis dengan menghindari pengeluaran kasus sulit yang dapat
menyebabkan inflasi estimasi performa model.
Untuk kohort publik BreakHis, label diagnosis yang tersedia dalam dataset digunakan sebagai
gold standard, tanpa dilakukan pembacaan ulang, karena dataset tersebut telah memiliki label
referensi yang ditetapkan oleh tim patolog pengembang dataset.

3.2.8. Analisis Interobserver Agreement
Tingkat kesepakatan antara dua patolog pada kohort internal dianalisis menggunakan koefisien
Cohen’s Kappa (k).
Nilai kappa dihitung berdasarkan klasifikasi biner (kanker vs non-kanker). Interval kepercayaan
95% untuk nilai kappa juga dihitung untuk menilai presisi estimasi.
Analisis ini bertujuan untuk:

1. Menilai reliabilitas penetapan diagnosis referensi.

2. Memastikan bahwa gold standard yang digunakan memiliki konsistensi antar penilai yang

memadai.
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Selain kappa antar patolog, dihitung pula nilai Cohen’s Kappa antara masing-masing model Al dan
gold standard final (konsensus) untuk mengevaluasi tingkat kesesuaian model terhadap diagnosis
referensi.

3.3. Metode Analisis
3.3.1. Unit Analisis
Unit analisis utama adalah pasien, dan setiap pasien memiliki dua magnifikasi (100x dan 400x%),
analisis dilakukan:
1.Level magnifikasi (image-level terkontrol, berpasangan)
2.Level pasien (aggregated decision)
3.Level kohort (BreakHis dan Internal)
4.Kohort kombinasi

Analisis mempertimbangkan bahwa dua gambar dari pasien yang sama bersifat berpasangan (paired
data).

3.3.2. Penyusunan Confusion Matrix
Untuk masing-masing model dan masing-masing magnifikasi, dibuat confusion matrix 2x2:

Tabel 1. Dummy Table untuk Confusion Matrix
Gold Standard Kanker ~ Gold Standard Non-Kanker
Prediksi Kanker True Positive (TP) False Positive (FP)
Prediksi Non-Kanker False Negative (FN) True Negative (TN)

3.3.3 Perhitungan Parameter Diagnostik
Dihitung parameter berikut:
e Accuracy = (TP + TN) / Total
e Sensitivity (Recall) = TP / (TP + FN)
e Specificity = TN / (TN + FP)
e Precision = TP / (TP + FP)
e Fl-score =2 x (Precision x Recall) / (Precision + Recall)
Interval kepercayaan 95% dihitung untuk sensitivitas dan spesifisitas menggunakan metode Wilson.

3.3.4 Analisis Agreement
Tingkat kesesuaian antara hasil model dan gold standard dihitung menggunakan: Cohen’s Kappa
Interpretasi kappa mengikuti kategori standar:

e <0.20: poor

e 0.21-0.40: fair

e 0.41-0.60: moderate

e 0.61-0.80: substantial

* 0.80: almost perfect

3.3.5 Analisis Perbandingan Antar Model
Perbandingan performa antar model dilakukan menggunakan McNemar test yang sesuai untuk data
berpasangan dan klasifikasi biner (ganas/jinak atau kanker/non-kanker),
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Uji ini digunakan untuk menilai apakah terdapat perbedaan proporsi kesalahan klasifikasi yang
signifikan antara dua model pada dataset yang sama.
Perbandingan dilakukan secara berpasangan:
e Model A vs Model B
e Model A vs Model C
e Model B vs Model C
Nilai p < 0.05 dianggap signifikan.

3.3.6 Analisis Per Magnifikasi

Karena data berpasangan dalam pasien yang sama, dilakukan:
e McNemar test untuk membandingkan performa model pada 100x vs 400x.
» Evaluasi apakah sensitivitas berbeda signifikan antar magnifikasi.

3.3.7 Analisis Per Kohort
Analisis dilakukan secara terpisah untuk:
1.Kohort BreakHis
2.Kobhort internal
3.Combined cohort
Tujuannya untuk mengevaluasi stabilitas performa model antar sumber data.

3.3.8 Analisis Tambahan (Eksploratif)
Dilakukan evaluasi terhadap:

« Pola false positive dan false negative

« Karakteristik visual kasus yang sering salah diklasifikasikan
Analisis ini bersifat deskriptif kualitatif.

3.3.9 Perangkat Lunak
Analisis statistik dilakukan menggunakan:
e R atau SPSS
« Tingkat signifikansi ditetapkan pada a = 0,05
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IDENTIFIKASI DATA

2 perbesaran

BreakHis (82 pasien) 164 gambar

Internal (n pasien)

2 perbesaran

» 2n gambar

Penetapan Gold Standar
| oleh 2 Patolog

» Standarisasi gambar

Inferensi 3 model Al

Analisis Statistik

Gambar 1. Alur Penelitian

Tabel 1. Dummy Table Master Spreadsheet untuk Data Sampel

Patient ID Cohort  Specimen Type  Label File 100x File 400x
BreakHis BH 1 BH1 100 BH1 400
Internal Reseksi IL 1 IL1 100 IL1 400
Internal Core Biopsy IL 2 IL2 100 IL2 400
3.4. Indikator Capaian Penelitian
ASPEK CHECKLIST
Skala Internasioal
SKALA UNGGULAN Skala Nasional A\
Skala Lokal
Top Down A\
TOPIK/TEMA RISET Semi Top Down
Bottom Up
Block Grant
SKEMA PENDANAAN -
Kompetitif
Pusat Penelitian
PELAKSANA RISET Individu
Riset Group \4
SUMBER DANA Dana Desentralisasi
DP2M (30%)
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Mandiri PT

Kerjasama Luar negeri

Sumber Lain-lain

KEY PERFORMANCE INDICATOR

Jurnal

HKI

Teknologi Tepat Guna

S3

Seminar

Publikasi Internasional

Buku Ajar

Lain_lain (BUNGA RAMPAI)

MANAGEMEN PENGELOLAAN

LEMLIT

Fakultas

Pusat Penelitian/Studi/Pengkajian

Buku Panduan Penelitian Usakti

BUKU PANDUAN :
Buku Panduan Skim DP2M
0-50%

ALOKASI DANA DESENTRALISASI 50-75%
75-100%
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BAB 4. JADWAL PENELITIAN

. 2025 2026
No Kegiatan Nov | Des | Jan | Feb | Maret | April | Mei | Juni | Juli

1 Studi literatur dan

penyusunan proposal

Kurasi dataset, koleksi
) sampel, dan

pembacaan oleh

patolog.

Pembuatan foto
3 | mikroskopi, seleksi

dan standardisasi citra.
4 Proses inferensi

dengan model Al.
5 | Analisis statistik
6 Penyusunan luaran dan

laporan lengkap.
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BAB 5. RENCANA ANGGARAN BIAYA (RAB)

No \ Komponen \ Total

I. Biaya Langsung

A | Tenaga Ahli dan Tenaga Penunjang 6.400.000

B.1 | Biaya bahan habis, peralatan, sewa peralatan 30.540.000

B.2 | Perjalanan dan transport lokal 5.310.000
Sub Total 42.250.000

II. Biaya Tidak Langsung

A | Laporan, Seminar, dan Publikasi 0

B | Forum Group Disscusion 0
Sub Total 0
TOTAL 42.250.000
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